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1 Introduction et description du problème
Face au phénomène du biais en apprentissage, différentes notions d’équité ont été proposées,

parmi lesquelles les métriques d’équité statistique ont été largement étudiées. Elles reposent
sur un principe commun : égaliser la valeur d’une certaine mesure (par exemple le taux de
prédictions positives) entre des groupes d’instances différant par la valeur d’un ou plusieurs
attribut(s) sensible(s). En effet, ces attributs ne devraient pas (pour des raisons éthiques et
légales) influer sur la décision. Pour aborder ce problème bi-objectif, plusieurs méthodes ont
été proposées pour obtenir des modèles d’apprentissage respectant ces contraintes d’équité sur
leur ensemble d’entraînement. Cependant, la généralisation de l’équité de ces modèles sur de
nouvelles données n’est souvent pas au rendez-vous.

Face à ce problème, plusieurs approches formulent le problème d’apprentissage sous contraintes
(d’équité) comme un jeu à deux joueurs, où l’un optimise les paramètres du modèle pour une
fonction objectif fobj tandis que l’autre cherche à approximer la relaxation Lagrangienne la
plus difficile en agissant sur les coefficients de fobj [2, 3]. Dans [2], le second joueur mesure la
violation des contraintes d’équité sur un ensemble de validation séparé, ce qui permet d’évi-
ter l’overfitting de ces contraintes. Dans [3], le second joueur mesure la violation de l’équité
“pire cas" en pondérant les instances d’entraînement. Cette dernière approche est inspirée de
l’Optimisation Distributionnellement Robuste, qui consiste à optimiser une fonction f sur le
“pire cas”, parmi un ensemble de perturbations d’un ensemble D plutôt que sur D lui-même.
Dans [4], un modèle est construit en minimisant l’erreur maximale sur un ensemble de groupes
définis par la valeur d’attributs biaisés.

2 Contribution, résultats et perspectives
Nous proposons une méthode inspirée de l’Optimisation Distributionnellement Robuste

(ODR), pouvant être intégrée dans des algorithmes d’apprentissage équitables, et visant à
générer des modèles dont l’équité généralise mieux sur de nouvelles données. Notre intuition
est qu’assurer l’équité sur plusieurs sous-ensembles de l’ensemble d’entraînement peut mener
à la construction d’un modèle plus robuste. Chaque sous-ensemble aléatoire de taille suffisam-
ment importante présente une distribution voisine de celle de l’ensemble global. Pour cette
raison, notre méthode est directement inspirée de l’ODR, qui vise à optimiser une métrique
(ici l’équité) sur un ensemble donné (ici l’ensemble d’entraînement D), mais également sur un
ensemble de distributions voisines (ici les sous-ensembles de D). Formellement, notre méthode
consiste à générer des modèles en optimisant une fonction objectif donnée sur un ensemble



d’entraînement DT , tout en respectant une contrainte d’équité sur DT , mais également sur n
sous-ensembles aléatoires de DT , définis par n masques binaires.

Afin d’évaluer notre méthode, nous l’avons intégrée dans un algorithme d’apprentissage
équitable de la littérature : FairCORELS [1]. Nous calculons alors un ensemble de solutions
non-dominées (en faisant varier la contrainte d’équité) pour trois valeurs de n (nombre de
masques) : 0 (cas où notre méthode n’est pas utilisée), 10 et 30. Cette évaluation a été réa-
lisée pour six métriques statistiques d’équité (Statistical Parity, Predictive Parity, Predictive
Equality, Equal Opportunity, Equalized Odds et Conditional Use Accuracy Equality), sur quatre
ensembles de données historiquement biaisés (Adult Income, COMPAS, Default of Credit Card
et Marketing). Tous les résultats obtenus confirment l’intérêt de l’approche proposée. La Fi-
gure 1 illustre les tendances constatées. On observe que notre technique permet d’améliorer
la généralisation de l’équité au prix d’une dégradation des performances en entraînement. La
meilleure généralisation de l’équité permet ainsi l’obtention de fronts de Pareto précision/équité
en test plus garnis et présentant de meilleurs compromis (notamment pour de fortes contraintes
d’équité).

Strategy 10 masks 30 masks no mask

0.000

0.005

0.010

0.015

0.18 0.20 0.22 0.24
Error train

U
nf

ai
rn

es
s 

tr
ai

n

0.00

0.01

0.02

0.03

0.18 0.20 0.22 0.24
Error test

U
nf

ai
rn

es
s 

te
st

0.00

0.01

0.02

0.03

0.000 0.005 0.010 0.015
Unfairness train

U
nf

ai
rn

es
s 

te
st

FIG. 1 – Résultats obtenus sur le jeu de données Adult Income pour l’Equal Opportunity.

Ainsi, une évaluation expérimentale extensive de notre méthode en démontre l’intérêt, bien
qu’elle ne s’accompagne pas de garanties théoriques. Les perspectives futures portent sur l’étude
de l’impact du nombre de masques sur la généralisation ainsi que sur l’extension de la méthode
à d’autres modèles d’apprentissage équitable de la littérature.
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